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Höherfrequente Scannerdaten zur Inflationanalyse und -prognose in Echtzeit
▶ Jüngere Ereignisse (z.B. die Covid-19-Pandemie und der russische Überfall auf die Ukraine) haben gezeigt, dass sich

preistreibende Schocks extrem schnell ausbreiten können.

▶ Diese Extremereignisse haben die Nachfrage nach Echtzeitmessungen der Inflation und Preisentwicklung beflügelt,
welche für Zentralbank- und Politikanalysen von Bedeutung ist.

▶ Inflation-Nowcasting: Prognose der Inflationsrate im laufenden Monat, z.B. mittels höherfrequenter Preisindikatoren
wie Kraftstoffpreise → Wöchentliche Scannerdaten als zusätzliches „Toolkit“.
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Hinweis: Die Abbildung zeigt für die Monate September 2022 bis Oktober 2022 die Tage 7, 14, 21 und 28, an deren Ende
neue Scannerdaten vorliegen, sowie die Datenveröffentlichung für die amtliche Inflationsrate und den Umfragezeitraum der
Markterwartungen.
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Beitrag und Hauptergebnisse des Forschungsprojektes

1. Erstellung wöchentlicher Preisindikatoren aus Scannerdaten
▶ Mapping der Scannerdaten zur untersten Aggregationsebene der amtlichen Verbraucherpreisstatistik (sog.

COICOP-10-Steller).

✓ Hoher Gleichlauf mit amtlichen Preisreihen geht generell einher mit höherer Prognosegüte.

2. Analyse des Verhaltens von Preisen und Verkaufsmengen im Zuge extremer Ereignisse:
Russische Invasion in die Ukraine

▶ VoxEU Beitrag (Juni 2022)

✓ Starker Anstieg der deutschen Lebensmittelpreise und Vorratskäufe unmittelbar nach der Invasion.

3. Untersuchung der Nützlichkeit von Scannerpreisdaten für das Inflation-Nowcasting
✓ Scannerbasierte Preisindikatoren können die Prognose der Inflationsrate im laufenden Monat teilweise bereits

nach den ersten 7 Tagen verbessern.
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https://cepr.org/voxeu/columns/real-time-food-price-inflation-germany-light-russian-invasion-ukraine-0


Literatur: Zunehmende Nutzung hochfrequenter „Big Data“ für die Inflationsanalyse

▶ Billion Prices Project mit Webscraping-Daten (Cavallo & Rigobon 2016): u.a. Analyse verschiedener
Preisstrategien auf Online- und Offline-Märkten (Cavallo 2017).

▶ Granulare Scanner-Daten haben sich für die Inflationsanalyse als nützlich erwiesen, z.B. hinsichtlich
Auswirkungen zeitlich variierender Konsumausgaben (Cavallo 2020), Auswirkungen von Engpässen auf
die Preise (Cavallo & Kryvtsov 2022), grenzüberschreitende Preisdifferenzen (Beck et al. 2020, Messner
et al. 2022), Berechnung haushaltsspezifischer Inflationsraten (Kaplan & Schulhofer-Wohl 2017,Jaravel
2019) sowie Substitutionseffekte und potenzielle Messfehler (Braun & Lein 2021, Menz et al. 2022).

▶ Darüber hinaus hat eine wachsende Zahl von Studien gezeigt, dass hochfrequente Preisdaten zu
erheblichen Prognoseverbesserungen führen können (Modugno 2013, Monteforte & Moretti 2013,
Harchaoui & Janssen 2018, Aparicio & Bertolotto 2020, Macias et al. 2023), . . .

▶ . . . begleitet von Fortschritten beim maschinellen Lernen und der Verfügbarkeit datenreicher
Umgebungen (Garcia et al. 2017, Medeiros et al. 2021, Joseph et al. 2022, Babii et al. 2022).
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Scanner-Datensatz des GfK Haushaltspanels
▶ Haushaltsscannerdaten des Marktforschungsunternehmens GfK (Januar 2003 bis Dezember 2022).
▶ Fast-Moving Consumer Goods (FMCG), d.h. schnelllebige Konsumgüter, umfassen hauptsächlich

Nahrungsmittel und Verbrauchsgüter.
▶ Repräsentatives Panel umfasst pro Jahr ca. 30.000 Haushalte, 200.000 Produkte und 30 Millionen

Beobachtungen.
▶ Informationen zu Einkäufen auf der Produktebene, definiert durch Barcode (GTIN).
▶ Produktinformation: Hersteller, Marke, Packungsgröße, Produktkategorie (z.B. „Butter“).

GfK Haushaltspanel
Haushalt Produktbeschreibung Barcode Menge Umsatz Händler Kaufdatum

1 Green Hill Butter 250g 400123123123 1 3.39 € A 28.11.2022
2 Lovely Butter 250g 400456456456 2 6.58 € B 01.12.2022
3 Lovely Butter 250g 400456456456 1 3.39 € C 01.12.2022
4 Green Hill Butter 250g 400123123123 1 3.29 € B 02.12.2022
5 Green Hill Butter 250g 400123123123 2 6.98 € A 03.12.2022
6 Sunny Sunflower oil 1l 100445566123 1 2.29 € B 01.12.2022
7 Blossom Sunflower oil 1l 100112233123 1 3.99 € C 01.12.2022
...

...
...

...
...

...
...

Hinweis: Fiktive Einträge.
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Mapping zwischen Scannerdaten und COICOP

▶ Klassifizierung der GfK-Produktkategorien auf der untersten Aggregationsstufe der amtlichen
Verbraucherpreisstatistik (COICOP-10-Steller, z.B. „0115100100 Butter“).

▶ Herausforderungen

▶ Produktzuordnung anhand des COICOP-Titels nicht immer eindeutig (Bsp. GfK-Produktkategorie
„Schnuller“ vs. COICOP-10-Steller „0540326100 Babyflasche oder ähnliches“.)

▶ Aufsplittung in mehrere COICOP-Komponentenen erforderlich (Bsp. „Milchreis“ → „0114604100
Fertigdessert“ oder „0111101100 Reis“).

▶ Kein Match zu COICOP (Bsp. GfK-Produktkategorie „vegetarische Fertiggerichte“, „Smoothies“,
„Sonnencreme“).

▶ Insgesamt könnnen 185 COICOP-10-Steller mit den GFK:FMCG-Daten abgedeckt werden (ca.
12% des deutschen HVPI).
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Mapping zwischen Scannerdaten und COICOP: Ergebnisse
HICP Scanner data

HICP COICOPs Weight COICOPs Weight
Component no. in % no. in %
Unprocessed food 38 2.4 30 2.0

Fruit 8 0.7 6 0.5
Vegetables 11 0.7 9 0.6
Meat & eggs 15 0.9 15 0.9
Fish 4 0.1 0 .

Processed food 142 11.1 116 8.1
Fruit 7 0.2 5 0.1
Vegetables 12 0.4 11 0.4
Meat 13 1.1 11 0.9
Fish 7 0.2 4 0.1
Bread & cereals 25 1.5 23 1.4
Dairy products & fat 18 1.5 14 1.4
Beverages 29 2.9 23 2.7
Other food products 28 1.2 25 1.0
Tobacco 3 2.1 0 .

NEIG 302 23.0 39 1.8
Non-durables 75 5.9 36 1.8
Semi-durables 139 8.7 3 0.1
Durables 88 8.4 0 .

Total HICP 482 36.5 185 11.9
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Datenaufbereitung

1. Berechnung von Unit-Preisen. Definiere den Preis pi,d eines bestimmten Produktes i , das am Tag d
gekauft wurde:

praw
i,d = salesi,d

uniti,d
, (1)

mit salesi,d : Gesamtausgaben in EUR für ein Produkt,
uniti,d : Verkaufseinheiten des Produkts.

2. Aggregation von Tages- auf Wochen-Frequenz t (wg. Februar und Schaltjahren): Insg. 4 Wochen je
Monat, mit w1: Tag 1 bis 7, . . ., w4: Tag 22 bis 28.

3. Ausreißerbereinigung: Scannerpreise werden trunkiert (1. und 99. Perzentil auf Ebene des
COICOP-10-Stellers).
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Konstruktion wöchentlicher Preisindizes (I)

▶ Zeitvariierende Time Product Dummy (TPD)-Regression je COICOP-10-Steller (de Haan et al.
2021; Eurostat 2022):

ln pi,t = β0 +
T∑

τ=1
δτ dτ

i,t +
N−1∑
j=1

γjDj
i,t + εi,t , (2)

mit Dj
i,t = 1, wenn sich der Preis auf das Produkt i bezieht,

dτ
i,t = 1, wenn sich die Beobachtung auf Woche t bezieht (Time Dummy).

▶ Gewichtete Schätzung anhand der Gesamtausgaben für ein Produkt i , salesi,t .

▶ Preisindex wird aus Koeffizienten der entsprechenden Time Dummy-Variable abgeleitet:

I0,t
TPD = 100 × exp

(
δ̂t

)
. (3)
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Konstruktion wöchentlicher Preisindizes (II)

▶ Zeitvariierende Schätzung von Gleichung (2) mit einem rollierenden Sample von 49 Wochen (d.h. ein
ganzes Jahr im Sinne von 4 Wochen je Monat).

▶ 1. Schätzdurchlauf: Woche 1 - Woche 49 im Jahr 1 → Preisindex 1
▶ 2. Schätzdurchlauf: Woche 2 im Jahr 1 - Woche 1 im Jahr 2 → Preisindex 2
▶ . . .

▶ Verschiedene Varianten zur Verlinkung der Sequenz an Preisindizes (Eurostat 2022):

▶ Movement splice: Woche t − 1 als Verlinkungsperiode
▶ Window splice: 1. überlappende Woche des Schätzfensters
▶ Half splice: Woche in der Mitte des Schätzzeitraums
▶ Mean splice: Alle überlappenden Wochen

→ In unserer Anwendung führt eine Verlinkung angelehnt an Mean Splice (8 überlappende Wochen) zu
generell höheren Korrelationen.

▶ Ergebnis: Wöchentliche, nicht-revidierbare Echtzeit-Preisindizes auf COICOP-10-Steller-Ebene.
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Scannerbasierte Preisindikatoren: HVPI-Spezialaggregate

Nahrungsmittel Verbrauchsgüter
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Hinweis: Die Abbildung zeigt die jährlichen Veränderungsraten (in %) für die deutschen HVPI-Teilaggregate, basierend auf denjenigen
COICOP-10-Stellern, für welche wöchentliche Scannerdaten vorliegen. ’HICP’ bezieht sich auf die Aggregate berechnet anhand der
amtlichen COICOP-10-Steller, ’GFK:FMCG’ bezieht sich auf die Aggregate berechnet anhand der FMCG-Scannerdaten. ρ bezeichnet den
Korrelationskoeffizienten zwischen beiden Zeitreihen.
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Scannerbasierte Preisindikatoren: Ausgewählte Beispiele
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Nowcasting der COICOP-10-Steller: Höhere Korrelation, kleinerer relativer Prognosefehler

Note: For each FMCG item at the COICOP-10 level, the figure shows the percent change in RMSE of the U-MIDAS nowcasts (on days 7, 14, 21 and 28)
compared to SD-AR as a function of the fit between GFK:FMCG indicators and their official counterpart based on correlations using month-over-month
rates. Outliers at the 1st and 99th percentiles of the RMSE changes are removed.
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Nowcasting der Gesamtinflationsrate: Scannerbasierter Modellansatz vs. Markterwartungen

Notes: The figure shows, on the left axis, the cumulative sum of the squared forecast error differential of the bottom-up U-MIDAS approach (top panel)
and the direct machine learning relative (bottom panel), respectively, in comparison to Bloomberg market expectations on days 14, 21 and 28. The gray
bars (right axis) represent official month-over-month percent changes in headline inflation.
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Zusammenfassung und Diskussion
Hauptergebnisse

▶ Wöchentliche Scannerdaten können den Inflation-Nowcast auf verschiedenen Hierarchie-Ebenen
(COICOP-10-Steller, Spezialaggregate, Gesamtrate) verbessern, oft schon nach der ersten Woche eines
Monats.

▶ Insgesamt scheint die Aggregationsmethode wichtiger zu sein als die Wahl der Machine
Learning-Methode.

Diskussionspunkte

▶ Größte Herausforderungen bei Scannerdaten in der Preisstatistik (Klassifizierung, Ausreißer, . . .)?

▶ Höhere Volatilität scannerbasierter Preisreihen: Rabattaktionen?

▶ Niedrigere Inflationsraten am aktuellen Rand: Substitutionseffekte?

▶ . . .

14 / 19



Vielen Dank!
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